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要　旨

Landsat 衛星データの高次プロダクトである地表面反射率データを用いて、富士山周辺域の土地被覆分類を

行った。2000 年、2008 年および 2016 年に観測された計 8 シーンの Landsat 衛星データによる地表面反射

率を用いた。グランドトゥルースデータは、正解情報と仮定した既存の土地被覆分類図からサンプル抽出した。

分類モデルには、高い精度での画像分類の実績がある機械学習手法から、Random Forest と Support Vector 

Machine を使用した。既存の土地被覆分類図に準じて 10 個の土地被覆クラスを設定し、Landsat の 6 つの観

測波長帯の地表面反射率、反射率から計算される指標、標高、傾斜など計 14 個を特徴量として設定した。解

析範囲に山岳地が含まれるため、分類精度の向上を見込んで地形補正適用前後の地表面反射率をそれぞれ用い

た場合の分類精度を比較評価した。その結果、地形補正適用前の地表面反射率データの分類精度は 70％前後と

得られ、地形補正適用後の反射率を使用した場合の分類精度は使用した 8 つの衛星データ観測日いずれでも低

下した。地形補正適用による分類精度低下の理由については今後詳細な検証の必要がある。解析対象の地形分

布や土地被覆構成などの条件によっては地表面反射率データへの地形補正適用が適さない場合があると考えら

れ、本研究で用いた方法以外の地形補正方法についても同様の分類精度評価を行うことが課題となる。また、

地表面反射率データは一般に多時期、時系列での解析に有効と考えられていることから、複数時期のデータを

利用した土地被覆分類の精度に対して地形補正などの補正処理がどのような影響を及ぼすのか評価し、最適な

利用法を検討することが求められる。
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Ⅰ　緒言

　自然環境などの定期的かつ広域のモニタリングで

は、衛星画像などのリモートセンシングデータから

土地被覆情報を得ることが重要である（Townshend, 

1992）。土地被覆情報を地図として表現した土地被覆

分類図は地表の物理形態や利用形態ごとに分類したも

のであり、衛星画像から二次的に得られる情報の中で

も利用価値が高い。衛星画像からの土地被覆分類には

様々な統計解析手法が用いられてきており、近年のリ

モートセンシングデータの画像分類においては機械

学習による分類が有望視されている（Gislason et al., 

2006）。

　一方、従来からリモートセンシングで用いられて

きた Landsat 衛星のデータ配布が USGS（United 

States Geological Survey，アメリカ地質調査所）によっ

て無料化（Woodcock et al., 2008）された 2008 年以降、

時系列 Landsat 画像を用いた時系列土地被覆解析が

増加してきている。例えば、Hansen et al.（2013）

は、毎年の Landsat 画像に対して決定木を用いるこ

とで、2000 年から 2012 年までの全世界の毎年の森
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林被覆変化を推定し、世界全体では高精度で森林変化

推定できたことを示している。加えて 2017 年には、

過去のデータ群を一層専門的に比較研究できるよう

に、地表面反射率等の量に変換した Landsat Surface 

Reflectance Level-2 Science Products（Schmidt el al., 

2013; USGS 2017）が、過去の観測データまで遡って

オンデマンドで利用できるようになり、システム補正

された Level 1 プロダクトのみならず、高次プロダク

トである大気上端反射率データや地表面反射率データ

などが USGS より公開されている。

　このようなリモートセンシングで得られた衛星画像

や反射率データを時系列データとして土地被覆モニタ

リングに活用する上で、特に山岳地域において、地形

効果の影響が制約となる。地形効果とは、地表面の傾

斜角および方位角の違いが衛星観測時の太陽の天頂角

および方位角の違いと組み合わさって生じる反射率

の変動である（Holben and Justice, 1980）。地形効果

は同一の土地被覆・土地利用が地形に応じて異なる反

射率を示す原因となり、地形の険しい場所での反射

率変動増大に寄与している（Hantson and Chuvieco, 

2011）。この反射率変動は分類処理において土地被覆

の誤分類を引き起こす。これまでにも、多時期の画像

分類処理の前処理として地形効果の補正処理を実施す

ることにより、特に地形の険しい山岳地域において分

類精度が大幅に改善することが報告されている（Ria¹no 

et al., 2003）。

　本研究では、衛星観測データに基づく地表反射率

データと既存土地被覆図によるグランドトゥルース

データを利用して機械学習手法による土地被覆分類を

行い、地形補正によって分類精度にどのような変化が

あるのか評価を行った。

Ⅱ　使用データと解析方法

１．対象領域とグランドトゥルースデータ

　解析対象領域は、富士山頂、富士五湖、青木ヶ原

樹海を含む、面積約 1600km2 の範囲である。対象

領域の最低標高は 167m、最高標高は富士山山頂の

3776m であり、代表的な土地被覆クラスである森

林が約 8 割の地表を覆っている。

　教師あり学習による土地被覆分類を行うために

は、どの地点がどの土地被覆クラスに属するかを示

すグランドトゥルースデータが必要となる。グラン

ドトゥルースデータとは衛星データとの比較評価用

の地上参照情報であり、教師付き分類の教師データ

となるほか、分類結果の検証時には検証対象として

用いる。本研究では、既存の土地被覆分類図として、

JAXA 日本域高解像度土地利用土地被覆図 2016 年

9 月リリース版（http://www.eorc.jaxa.jp/ALOS/

lulc/jlulc_jpn.htm）を使用した。これは、陸域観測

技術衛星「だいち」搭載の光学センサ（AVNIR-2）

が 2006 年から 2011 年の期間に観測したデータ

等を用いて作成されており、総合精度（Overall 

Accuracy; OA）が 78.0%、空間解像度 10m、分類

クラスを 10 個として作成された日本全域の高解像

度土地被覆分類図である。

　土地被覆分類の入力データとして 30m 空間解像

度の地表面反射率データを用いるので、グランド

トゥルースデータも同じ解像度の空間代表性を有す

る情報源であることが望ましい。しかし本研究では

指定した緯度経度に対応する地点の土地被覆クラス

を 10m 解像度の日本域高解像度土地利用土地被覆

図（以下、LULC）から読み取り、これを 30m 解

像度の土地被覆分類処理のグランドトゥルースデー

タとして用いた。

２．衛星データ

　富士山およびその周辺域の土地被覆把握のた

め、2000 年、2008 年および 2016 年に観測された

Landsat 衛星シリーズの観測データを使用した（図

1）。Landsat 衛星シリーズはリモートセンシングの

分野において、都市、森林、海洋などの環境変化モ

ニタリングをはじめ、様々な解析に用いられている。

本研究では、USGS から提供されている Landsat 

Surface Reflectance Level-2 Science Products

の地表面反射率データを、EarthExplorer ツール

（https://earthexplorer.usgs.gov/）を通じて入手し

用いた。このプロダクトでは、高い位置精度でオル

ソ幾何補正されたプロダクト L1T に大気補正を施

して得られる地表面反射率データを提供している。

地表面反射率は、衛星観測による 1 次情報である観

測輝度値とは異なり、観測条件（季節、太陽高度な

ど）の影響が抑制されていて、時系列解析に適した

データである。ただし、使用した地表面反射率デー

タは、放射伝達モデルに基づく大気補正が適用され

ているが、地形効果についての補正は行われていな

い（Schmidt el al., 2013; USGS 2017）。

　また、このプロダクトには地表面反射率のほかに

観測画像の各画素に対応する水、雪、雲などについ

ての品質情報が含まれている。この画素品質情報は、

衛星データから解析不能領域を除外する前処理に有
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図 1　使用した Landsat 衛星データ。フォールスカラー合成画像（Landsat-5, Landsat-7: RGB 543、Landsat-8: RGB 

654）。(a) 2000.5.23（ETM+）、(b) 2000.11.7（TM）、(c) 2000.12.9（TM）、(d) 2008.9.10（TM）、(e) 2008.11.13（TM）、

(f) 2016.1.4（OLI）、(g) 2016.7.14（OLI）、(h) 2016.11.3（OLI）。¹ Landsat Surface Reflectance products courtesy of 

the U.S. Geological Survey Earth Resources Observation and Science Center.
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効である。使用する衛星観測日によっては解析領

域内に雲や雪が地表を覆っている範囲が存在するた

め、画素品質情報をもとに雲および雲の影と雪面を、

その観測日の分類処理から除外した。

　表 1 に使用衛星データの衛星、センサ、観測日を

示す。ここに示した３つの Landsat 衛星（5 号、7 号、

8 号）はいずれも可視バンド、近赤外バンド、中間

赤外バンドの観測波長帯を持ち、空間解像度が 30m

の中空間分解能衛星である。

３．分類手法・評価手法

　土地被覆分類クラスは、LULC の分類クラス 10

個（表 2）をそのまま使用した。解析領域の範囲内

で無作為に 3000 地点を抽出し、各地点について

LULC の対応画素から土地被覆クラスを機械的に読

み出すことで「緯度、経度、土地被覆クラス」の組

を作り、グランドトゥルースデータとした。

　土地被覆分類には、ある程度の数のサンプルデー

タ集合を対象に解析を行い、そのデータから有用な

規則や判断基準などを抽出する機械学習（Mitchell, 

1997）を用いた。代表的な機械学習手法の中から

Random Forest と Support Vector Machine（SVM）

を取り上げた。

　Random Forest は、2001 年に Leo Breiman が

提案した機械学習アルゴリズムである（Breiman, 

2001）。Random Forest では、ブートストラップ

サンプルから複数の決定木で学習し、それぞれの決

定木による分類結果を統合することで最終的な分

類結果とする。この手法の特徴として、学習が高

速であること、外れ値やノイズに対して相対的に

頑健であり、分類問題における性能が相対的に良い

ことが挙げられている（Breiman, 2001; 杉本ほか , 

2007）。Random Forest による分類には、R 3.4.2 

の randomForest パッケージを採用した。

　Support Vector Machine（SVM）は 1995 年頃

に Vladimir N. Vapnik が提案したパターン識別用

の機械学習のアルゴリズムである（Vapnik, 1998）。

与えられた学習データに対して識別境界面を設定

し、クラス間のマージンを最大化する識別境界面を

構成することで、未知データがどちらに分類される

かを判定する。この手法の特徴として、データの次

元数が大きい場合でも分類の性能が高いことや設定

するパラメータが比較的少ないことが挙げられてい

る。SVM による分類には、R 3.4.2 の e1071 パッ

ケージを採用した。

　Landsat 衛星データによる地表面反射率（可視

3 バンド、近赤外 1 バンド、短波長赤外 2 バンド

の計 6 バンド）、反射率から計算される指標である

正 規 化 植 生 指 標 NDVI　(Normalized Difference 

Vegetation Index) および正規化水域指標 NDWI 

(Normalized Difference Water Index)、NDVI 画像

の肌理を表すテクスチャ特徴量 4 種（ASM、コント

ラスト、エントロピー、分散）、標高、傾斜角度に

よる計 14 個の特徴量を、分類モデルへの入力変数

とした。

　土地被覆分類結果の分類精度評価のため、交差検

証法で分類精度を求めた。すなわち、使用したグラ

ンドトゥルースデータを N 個のグループに分け、そ

表 1　使用衛星データ

表 2　土地被覆分類クラス
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のうちの 1 つをテストデータ、残る N － 1 個を学

習データとすることで、N 個のグループそれぞれを

テスト事例として N 回分類モデルを作成して総合精

度 OA を計算し、得られた N 回分の OA を平均し

たものを分類精度とした。

4．地形補正

　Landsat 衛星などの受動的光学センサで観測され

たデータは、地表の傾斜角および斜面方位と太陽高

度および太陽方位との相対的な位置関係に応じて変

動する。このような斜面と太陽の位置関係に起因す

る観測値の変動は「地形効果」と呼ばれる。多時期、

時系列の衛星データを用いた解析を行う場合には地

形効果を補正することが求められる。本研究で使用

する地表面反射率データは上述のように地形効果の

補正が行われていない。このため、地形効果補正の

前後で分類精度に変化があるか評価する。

　多数提案されている地形補正法の中から、本研究

では C 補正法（Teillet et al, 1982）を適用して地形

補正を行った。地形補正処理には、斜面傾斜角、斜

面方位角、衛星データ観測時の太陽位置情報（天頂

角、方位角）が必要となる。太陽位置情報は使用し

た衛星データのメタデータに記録されている値を利

用した。斜面の傾斜角および方位角は標高データか

ら計算して用いた。本研究では、JAXA が整備し公

開しているは 30m メッシュ版全球 DSM データセッ

ト AW3D30（Tadono et al., 2015）を標高データ

として用いた。

Ⅲ　結果

　使用した地表面反射率データに地形補正を行わず

土地被覆分類を行った場合、衛星データ観測日ご

との分類精度を表 3 に示す。衛星データにおいて

雲、雲の影および雪面である領域は、画素品質情報

を用いて解析から除外しており、実際に機械学習分

類に使用したグランドトゥルースの地点数は表 3 に

示した通りとなった。得られた分類精度は 64.6％～

72.8％であり、最も良い分類精度が得られたのは、

2000.12.9 の観測データに対して Random Forest 

で分類した組み合わせであった。使用した 8 シーン

のデータ全体では、Random Forest と SVM の手法

間で分類精度に系統的な優劣は見られなかった。分

類精度が 67％未満となったのは、相対的に太陽高

度の高い 5 月と 9 月の観測データに対する分類結果

であった。

　次に、反射率データに対して地形補正を適用した

のち土地被覆分類を行った場合、衛星データ観測日

ごとの分類精度を表 4 に示す。得られた分類精度は

62.3％～ 68.4％であり、最も良い分類精度が得られ

たのは、2008.11.13 の観測データに対して SVM で

分類した組み合わせであった。地形補正適用前の分

類精度と比較すると、いずれの観測日、分類手法に

ついても、一様に分類精度が低下した。また、地形

補正前と同じく Random Forest と SVM の手法間

で分類精度に系統的な優劣は見られなかった。

Ⅳ　考察

　本研究では、富士山周辺を解析対象領域とした

ケーススタディとして、Random Forest および

SVM を分類モデルとして土地被覆分類を行い、地

表面反射率データからどの程度の精度で土地被覆分

類が可能であるのか評価した。また多くの報告で分

類精度向上のために必要とされる地形補正の適用後

に分類精度がどう変化するのか、評価を試みた。

　まず、LULC と同一の分類クラスを設定した単時

期衛星データの土地被覆分類による分類精度は 70％

前後であった。正解情報とした LULC は 10m 解像

度で総合精度が 78％であることから、影響要因を

精査しない状況による結果としては妥当な分類精度

が得られたと考える。リモートセンシングデータか

らの土地被覆分類において実用のために必要とさ

れる分類精度に関しては総合精度 OA が 85.0 % 以

上、各クラスの分類精度が 70.0 % を基準とする報

告（Thomlinson 1999）があり、総合精度 85% 以

表 3　地形補正を行わない場合の分類精度 表 4　地形補正適用後の分類精度
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上という基準が分類精度の目標の一つとなり得ると

考える。

　次に、地表面反射率データに地形補正を適用した

場合の分類精度が、地形補正適用前の地表面反射

率を学習データとした場合の分類精度よりも 3％程

度低下した。地形補正前後の衛星画像（図 2）を目

視比較したところでは、地形補正が一定の効果を

認められる。既往研究では、特に山岳地において

地形補正による精度向上が報告されている（例え

ば、Ria¹no et al., 2003）。しかし、本研究の結果は

既往の研究報告とは逆に、地形補正後の分類結果は

補正前の分類結果より精度が劣る結果となった。ま

ず、本研究の対象領域は、北側に山岳地があるもの

の、全体に対する割合は小さく、地形補正の効果が

限定的であったことが考えられる。この点について

は、対象領域中の地形の険しい領域と平坦な領域、

それぞれで地形効果による分類精度の変化を評価す

るなどして検証する必要がある。結果によっては、

地形を区分してそれぞれに地形補正を適用するなど

の手順を前処理とする必要があるだろう。次に、本

研究では分類手法に２つの機械学習手法を使用して

いる。学習のための特徴量の中に地表面反射率のバ

ンド間演算で正規化された指標が２つ含まれる。こ

の正規化指標は地形効果が軽減された数値となるの

で、このことが分類精度に関係している可能性があ

る。さらに、本研究では多数提案されている手法の

一つだけを用いた結果であり、他の手法では異なる

結果が得られる可能性がある。しかしながら、本研

究で使用した 8 つの観測日のいずれでも地形補正適

用後の分類精度が低下しており、地形補正処理が土

地被覆分類処理に対して何らかの悪影響を及ぼした

可能性が考えられる。この点は検証の必要があるだ

ろう。

　ところで、本研究では機械学習手法間の性能比較

を目的としていないが、使用した衛星データとグラ

ンドトゥルースデータに対する分類精度で評価する

限り Random Forest と SVM の手法間で優劣は確

認できなかった。これは学習に使用した特徴量の数

や、サンプルであるグランドトゥルースデータの数

が、２つの手法の間で差の生じにくい条件であった

ことが考えられる。機械学習を用いた画像分類の

既往研究では、使用する特徴量が多次元の場合は

Random Forest が有効で、SVM では使用する特徴

量が多くなると精度が低下するとの報告（望月・村

上 , 2016）もあり、土地被覆分類により適したモデ

ルの模索には、今後詳細な検討が必要である。また、

Random Forest の出力結果から確認できる特徴量

の重要度によると、本研究で学習に使用した 14 個

の特徴量のうち、テクスチャ特徴量 4 種の重要度が

他の特徴量より相対的に低くなることが確認できて

いる。30m 分解能の衛星データの解析ではテクス

チャ情報は特徴量として適切でないことが示唆され

る。

Ⅴ　結論

　本研究では、地表面反射率データへの地形補正適

用により、機械学習モデルによる分類精度が低下す

る結果となった。土地被覆分類では、グランドトゥ

ルースデータ、分類クラスの数、地形補正の有無、

土地被覆分類手法、教師あり分類での教師データ

数など数々の要因が分類精度に影響する（Lu and 

Weng 2007）ので、今後、さらに詳細な検討が必図 2　 地 形 補 正 適 用 前 後 の 衛 星 画 像（2000.12.9 観 測

Landsat-5/TM、RGB321）
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要であると考える。特に、現地調査、高解像度の衛

星画像やオルソ空中写真などからデータ収集するこ

とにより、正確で信頼性の高いグランドトゥルース

データを整備することが重要である。

　本研究で使用した Landsat Surface Reflectance 

Level-2 Science Productsの地表面反射率データは、

富士山周辺域の解析を行った限りでは、土地被覆分

類の前処理として地形補正を実施しない方が、地形

補正適用ケースよりも良好な分類精度を得る結果と

なった。このことは、解析対象の地形分布や土地被

覆構成の条件によっては、季節によらず地表面反射

率データへの地形補正適用が適さない場合があると

考えられ、本研究で用いた C 補正法以外の地形補

正手法についても同様の分類精度評価が今後の課題

となる。本研究で用いた地表面反射率データは大気

補正が適用されているため、一般に多時期、時系列

での解析に有効と考えられることから、複数時期の

データを利用した土地被覆分類の精度に対して地形

補正などの前処理がどのような影響を及ぼすのかを

評価することが今後の課題となる。
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